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Résumé

Les auteurs proposent une méthode pour diminuer la complexité des SVMs en réduisant le nombre de vecteurs de support. L’idée de base est de remplacer itérativement deux vecteurs support les plus proches dans la même classe par un nouveau vecteur. Cette méthode a quelques avantages par rapport aux méthodes d’ensemble réduit (reduced set methods). Elle trouve la solution grâce à une fonction mono-variable ayant un point maximal unique sur l’intervalle (0,1). Elle évite donc le problème d’optima locaux subsistés dans les méthodes d’ensemble réduit auparavant.
Introduction
En ce moment, SVMs est une technique d’apprentissage utilisée spacieusement et elle nous donne une bonne performance de généralisation. Néanmoins, SVMs est lente dans la phase de test, par rapport aux autres approches tel que réseaux de neurones.

La solution de SVMs est paramétrée par un ensemble de vecteurs d’entrée qui s’appellent vecteurs de support et par leur poids. Quand un nouvel exemple de test est introduit, SVMs va le comparer avec les vecteurs de support via le calcul noyau. Ce calcul devient très coûteux quand le nombre de vecteurs de support est grand. Une approche pour diminuer la complexité de SVMs est donc de réduire ce nombre de vecteurs de support. Il y a quelques méthodes auparavant qui s’appellent « Reduced Set Methods » pour résoudre ce problème. Désavantage de ces méthodes est qu’elles fonctionnent sur une fonction multivariables ayant plusieurs extremums locales. 
Les auteurs proposent une autre méthode qui s’appelle « méthode bottom-up ». L’idée de cette méthode est de remplacer itérativement deux vecteurs de support les plus proches dans la même classe par un nouveau vecteur tant que la perte de performance de généralisation est assez acceptable.

Méthodes d’ensemble réduit (Reduced Set Methods) 
Le but de cette méthode est de choisir NZ < NS le plus petit possible tant que la perte de performance de généralisation est acceptable.

Pour cela, elle commence l’approximation de la solution originale par un nouveau vecteur. En suite, elle construit incrémentalement l’ensemble réduit en cherchant des vecteurs qui minimisent la  distance entre l’expansion des vecteurs originals et l’expansion d’ensemble réduit dans l’espace de description.
Le désavantage principal de cette méthode est qu’elle peut rencontrer les optima locaux pendant l’approximation de solution. Pour prévenir cette circonstance, elle est donc répétée plusieurs fois avec des valeurs initiales différentes.
Méthode « Bottom-up »

Cette méthode construit un nouveau vecteur un remplaçant itérativement deux vecteurs de support. La règle de décision est représentée donc par le nombre de vecteurs décroît. Elle nous donne deux problèmes :

· Comment choisir une bonne paire de vecteurs de support ?

· Quand la simplification s’arrête ?

Pour la première question, les auteurs nous montrent que deux vecteurs de support les plus appropriés sont deux vecteurs de support les plus proches dans la même classe.
Pour la deuxième question, les auteurs définissent la différence entre deux solutions. La simplification s’arrête quand cette différence dépasse un seuil donné.
Expériences et résultats

Les auteurs ont réalisé deux expériences. La première expérience est pour la relation entre le nombre de vecteurs de support et la perte de performance. La deuxième est pour examiner la vitesse de réduction dans quelques applications. Ils tirent quelques résultats :

· On peut réduire 90% nombre de vecteurs de support avec la mineur perte de performance de généralisation pour les deux types de fonction noyau (Gaussienne RBF et polynomial). 

· La vitesse de réduction dépend la complexité de solution et la difficulté de problème (cette vitesse peut varier de 70.9% à 94.5% dans l’expérience).
Conclusions et perspectives
· Dans cet article, les auteurs proposent une méthode pour réduire la complexité des SVMs plus facile et plus naturelle que celles auparavant, avec une vitesse de réduction compétitive.

· Cette méthode peut se combiner avec autres méthodes d’approximation (nearest SVMs de DeCoste & Mazzoni par exemple) pour accélérer plus loin.
Critiques
Cet article nous donne une bonne idée pour le problème de simplification des SVMs. L’amélioration importante est la simplicité de fonction sur laquelle l’approximation fonctionne. Elle évite le problème d’optima locaux subsistés dans les méthodes d’ensemble réduit auparavant.
Néanmoins, Il y a un point critique dans cet article. Bien que l’on trouve l’extremum unique dans chaque étape, cela ne nous garanti d’atteindre finalement à un optima global.
