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Introduction

La plupart des méthodes d'apprentissage automatique sont de l'apprentissage supervisé. Ici, les auteurs s'intéressent  à l'apprentissage actif. L'apprentissage actif choisit automatiquement des exemples particuliers pour apprendre. 
1. L'algorithme Query by Committees est une méthode efficace choisissant les exemples qui maximisent la discordance dans l'ensemble des hypothèses .

2. Query by Bagging et Query by Boosting sont deux applications pratiques de l'algorithme Query by Committees. Ils utilisant respectivement le bagging et le boosting pour construire les ensembles d'hypothèses.

3. L'algorithme Decorate est présenté pour construire directement les ensembles d'hypothèses diversifiées, en appliquant des données d'entraînement artificielles.
Objectif

1. Dans cet article les auteurs présentent un algorithme Active-Decorate qui est une variante de l'algorithme QBC. Ils ont profité l'algorithme Decorate pour construire l'ensemble d'hypothèses pour choisir les exemples non-étiquetés.

2. Les auteurs ont ensuite comparé les performances de quatre algorithmes (Acti-Decorate ; Decorate ; Query by Bagging et Query by Boosting) avec des ensembles de données réelles.

3. Finalement, les auteurs ont poussé les expérimentations sur l'algorithme Active-Decorate en faisant varier les paramètres essentiels.
Section 2 : Query by Committees (QBC)

Query by Committees est une méthode d'apprentissage actif qui peut s'appliquer sur des problèmes de classification différents. 

L'algorithme calcule récursivement l'utilité de chaque exemple non-étiqueté basée sur l'ensemble d'hypothèses courant pour choisir les exemples plus informatifs. L'algorithme fait les étiquettes de ces exemples et les ajoute dans l'ensemble étiqueté précédent. Puis l'algorithme produit le nouveau classifieur basé sur l'ensemble étiqueté courant.

En fait, l'utilité d'un exemple est déterminée par la discordance de ces étiquettes prédictives qui ont été produites par les classifieurs différents dans l'ensemble.

Dans les deux variantes de QBC, Query by Bagging et Query by Boosting, l'utilité est évaluée sur la marge de l'exemple. Le marge est définie comme le différence entre le nombre de votes de la première étiquette classifiée la plus probabile et la deuxième la plus probable. L'exemple qui a eu la plus petite marge a la plus grand utilité.

Section 3 : L'algorithme Active-Decorate

L'algorithme Active-Decorate s'appuie sur l'algorithme Decorate pour créer l'ensemble d'hypothèses diversifiées. Les hypothèses dans l'ensemble sont les plus différentes mutuellement et gardent la cohérence avec les exemples d'entraînement. Parce que les auteurs permettent que le classifieur basique dans l'ensemble fournisse les probabilités prédictives pour les étiquettes. La marge est définie ici comme la différence entre la plus grande probabilité prédictive, et la deuxième plus grande.

L'algorithme  Decorate

L'algorithme Decorate se concentre sur la discordance de l'ensemble des hypothèses. Il y a deux ensembles d'exemples d'entraînement : un ensemble T de données étiquetées . Un autre ensemble R est un ensemble des données diversité qui ont produites artificiellement par le modèle d’approximation de la distribution des données d’ensemble T dans chaque itération. A chaque itération, après faisant les étiquettes des exemples de R ; l’algorithme a créé un nouvelles hypothèses diversifiées sur T∪R . Mais il a supprimé R tout de suite pour faire le test . S'il y a pas de nouvelle erreur d'entraînement dans T quand on combine la nouvelle hypothèse diversifiée dans l'ensemble des classifieurs, on garde la combinaison. Si non on jette la nouvelle hypothèse.

Ce processus est répété jusqu'à atteindre la taille désirée de l'ensemble classifieur ou le nombre maximal d'itérations (15 et 50 respectivement ici)

Section 4 : Le résultat de l'expérimentation

Les auteurs comparent les 4 algorithmes Active-Decorate, QBag, QBoost, Decorate sur 15 ensembles des données représentatives. La méthode d'apprentissage basique est l'arbre de décision (c 4.5) pour chaque algorithme. Les deux objectifs d'apprentissage actifs sont testés sur les performances de ces 4 algorithmes.

Le premier est la réduction du nombre des données demandées pour obtenir un modèle fidèle.

Le deuxième objectif est le niveau de l'amélioration de la fidélité sur le choix arbitraire dans les données étiquetées. On peut voir le pourcentage de réduction d'erreur.

Le table 1 nous montre que l'algorithme Active-Decorate a beaucoup amélioré les performance par rapport à les autre l'algorithme sur l'utilisation des données. En moyenne, il a utilisé 78% du nombre des données que l'algorithme Decorate a utilisé pour atteindre le taux d'erreur cible.

Le table 2 nous montre que la réduction d'erreur du algorithme Active-Decorate est vraiment supérieure à celle de l'algorithme Decorate. En moyenne, il est arrivé à 21.15% de réduction d'erreur.

Section 5 : L'expérimentation additionnelle

La première : les auteurs vont essayer de mesurer l'utilité par le méthode divergence de Jensen-Shannon (JS divergence) dans l'algorithme Active-Decorate

Le résultat nous montre que la JS-divergence est meilleure que la marge en matière d'utilisation de données. Mais la marge marche bien en matière de réduction d'erreur.  A cause que la JS-divergence tend à choisir les exemples et peut améliorer le fidélité de la classification, les auteurs pensent que la JS-divergence est un méthode plus efficace.

Le deuxième : les auteurs comparent la diversité de l'ensemble entre Decorate et Bagging ainsi que Decorate et Adaboost dans le même système. Le résultat a effectivement prouvé que l'algorithme Decorate produit un ensemble beaucoup plus diversifié que Bagging et Adaboost.

Le troisième : Parce que les auteurs utilisent les trois algorithmes Bagging, Boosting et Decorate pour choisir les exemples dans l'algorithme Active-Decorate. Mais ils ont toujours profité de l'algorithme Decorate pour faire la prédiction. Ils les testent sur 4 ensemble des données réelles. La courbe d'apprentissage nous montre que les autres algorithmes conjugués avec l'algorithme Decorate sont plus efficaces que seulement utiliser l'algorithme Decorate sur 3 ou 4 ensembles des données dans l'algorithme Active-Decorate.
Travail relié

Le vote entropie : une méthode pour mesurer l'utilité des exemple non étiquetés. C'est une entropie de la distribution de la classe. JS-divergence est plus efficace.

Co-testing: Il demande deux vues redondantes. Mais la plupart des données n'ont pas de vue redondante. Donc il y a limitation sur l'application.

Expected-error reduction : un nouvel l'algorithme qui choisi les exemples statistiquement pour minimiser les erreurs dans la distribution de test actuelle. Il peut éviter de choisir les exemples extérieur. Mais il a un limitation sur la méthode d'apprentissage basique dans cet algorithme.
Conclusion et Perspective 

L'algorithme Active-Decorate permet un choix des exemples non-étiquetés plus efficace que les autres algorithmes. Il diminue le besoin du nombre des exemples à entraîner par rapport à l'algorithme Decorate avec le choix aléatoire. L'ensemble de diversité qui est produit par l'algorithme Decorate est la base cruciale pour les performances supérieures dans l'algorithme Active-Dicorate.
Perspective
· Quand les auteurs ont appliqué l'ensemble de DECORATE choissent les exemples non-étiqueté , il les entraîne sur le bagging et boosting ou C4.5. les résultats ?  
· Le mesure de l'utilité est un domaine très intéressant (JS divergence, la marge... )

Mon Avis

Les différentes méthodes d'apprentissage actif dépendent des différentes techniques de choix les exemples non-étiquetés. On espère qu'on peut choisir les exemples les plus informatifs pour les apprendre.

Comme choisir les exemples plus informatifs ? On mesure l'utilité de chaque exemple non-étiqueté.

Comme mesurer l'utilité de chaque exemple non- étiqueté ? Les différentes méthodes qui sont basées sur l'ensemble d'hypothèses diversifiées .

Les différentes méthodes ? La marge, la JS-divergence, le vote entropie...

L'ensemble d'hypothèses diversifiées ? L'algorithme Decorate est le meilleur.

