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(Résumé par Cécilia Damon)

Les auteurs de cette article Pen Zang et Charles Isbell ont mis au point un nouvel algorithme de Boosting « Mboost » qui signifie « Multiple Boosting ». Cet algorithme est une extension de l’algorithme très connu « Adaboost ». Avant de présenter Mboost, je vais rapidement rappeler le principe du boosting et de la méthode Adaboost.

Le Boosting est une technique puissante qui combine plusieurs classifieurs appelés « weak learners » et la performance de cette agrégation de classifieurs est généralement meilleure que celle de chaque classifieur.
AdaBoost a été développé par Freund et Schapire en 1996 et signifie « Adaptative Boosting ». Il s’agit de la forme la plus largement utilisée de Boosting. Le principe de cet algorithme est d’entraîner plusieurs classifieurs d’un même modèle en séquence sur une forme pondérée de l’ensemble des données. Les coefficients associés à chaque donnée dépend de la performance du classifieur entraîné précédemment. En particulier, les points mal classés par un classifieur reçoivent un poids plus important lorsqu’ils sont utilisés pour entraîner le classifieur suivant. Une fois tous les classifieurs entraînés, leurs prédictions sont combinées de manière pondérée puisque à chaque classifieur est associé un poids lié à son taux d’erreur : YM (x) = sign ( (m αm ym(x) )

L’objectif de l’algorithme MBoost est d’améliorer la capacité de généralisation en renforçant la performance des hypothèses.  

Pour atteindre cet objectif, les auteurs ont introduit les trois extensions suivantes :

1) la manipulation d’une variété de modèles pour tirer avantage du pouvoir empirique de l’utilisation de plusieurs modèles et couvrir au mieux les connaissances du domaine.

2) l’utilisation d’un ensemble de validation interne pour déjouer les effets des classifieurs qui sur-apprennent.

3)  la mise en place d’une condition d’arrêt systématique lorsque les classifieurs ne sont pas plus performants que le hasard.

1) Intégration explicite de plusieurs modèles : à chaque tour, chacun des classifieurs propose une hypothèse et la meilleure est sélectionnée, i.e celle qui a la fonction de perte la plus petite. Pour éviter d’introduire un biais supplémentaire, c’est l’algorithme de Boosting lui-même qui choisit le meilleur modèle.

2) Utilisation d’un ensemble de validation interne : cette extension vient du constat que le Boosting est sensible au sur-apprentissage lorsque les « weak learners » sur-apprennent car la mesure de l’erreur d’apprentissage est utilisée dans l’évaluation des hypothèses. Elle consiste à diviser à chaque tour les données en un ensemble d’apprentissage et un ensemble de validation. Ainsi, les hypothèses générées par les données d’apprentissage seront évaluées sur les données de test et la repondération sera effectuée uniquement sur ces dernières données (car les prédictions des données d’apprentissage peuvent être dues à un sur-apprentissage, lui-même lié à l’accent mis sur les points mal classés).

3) Mise en place d’une condition d’arrêt : l’utilité d’un ensemble de validation interne a ses limites si le sur-apprentissage est dû au bruit et que les hypothèses générées prédisent le bruit aussi bien que le hasard. Dans ce cas là, MBoost s’arrête après avoir réalisé plusieurs tours pour effectuer un roulement suffisant des données d’apprentissage et de validation et constater avec fiabilité que les classifieurs ne sont pas plus performants que le hasard.

Je vais à présent reprendre brièvement les conclusions des auteurs et les preuves qui y sont associées :

· MBoost dirige et utilise efficacement plusieurs modèles et leurs connaissances du domaine. (Cf. Première expérience : MBoost et AdaBoost sont capables d’apprendre parfaitement mais MBoost le fait cinq fois plus vite. Il est important de noter que l’ensemble des données est très intuitif et l’ensemble de validation interne n’est pas utilisé.)

· Le classifieur final de MBoost surpasse ou égale n’importe quel classifieur final obtenu par AdaBoost. (Cf. Deuxième expérience : cinq ensembles de donnnées non intuitifs et vingt-cinq classifieurs appartenant à cinq grandes classes de modèles. Les résultats du classifieur final de MBoost sont comparés avec ceux du meilleur classifieur final, en terme d’erreur d’apprentissage, obtenu par AdaBoost et appelé « BestAda ». Avec une complexité égale, l’algorithme MBoost surpasse AdaBoost pour les cinq ensembles de données. Comme BestAda souffrait de sur-apprentissage, les auteurs ont utilisé une cross-validation pour sélectionner à nouveau le meilleur classifieur final de AdaBoost. La complexité de la procédure AdaBoost est donc dix fois plus importante que celle de MBoost. De plus, MBoost surpasse AdaBoost sur trois des cinq ensembles de données et est équivalente à AdaBoost pour les deux autres ensembles)

· Le critère d’arrêt de MBoost est robuste au sur-apprentissage. (Cf. Quatrième expérience : les résultats obtenus par les algorithmes MBoost avec et sans critère d’arrêt sont équivalents)

· MBoost est une alternative à la sélection de modèle via une cross-validation. (Cf. Quatrième expérience : à complexité égale, l’algorithme MBoost surpasse la méthode de sélection du meilleure modèle par cross-validation sur un seul des cinq ensembles)

En conclusion, les trois extensions apportées par les auteurs à la technique du Boosting me semblent tout à fait justifiées mais la seconde et la dernière expériences me font douter de l’efficacité de la technique d’utilisation d’une variété de modèles par l’algorithme MBoost :

· D’après la seconde expérience, le classifieur final de MBoost surpasse le meilleur classifieur final de AdaBoost sur les cinq ensembles et le meilleur classifieur final de AdaBoost, choisi par cross-validation, sur trois des cinq ensembles. Cette différence m’amène à penser que les performances supérieures de MBoost sur AdaBoost sont peut être dues à l’ensemble de validation interne plutôt qu’à l’utilisation des vingt-cinq classifieurs ensemble. 

· Cette même hypothèse peut être également soulevée au niveau de la dernière expérience où  MBoost surpasse la méthode de sélection du meilleure modèle par cross-validation sur un seul des cinq ensembles. 

Il serait intéressant d’agréger à chaque tour toutes les hypothèses jugées comme performantes plutôt que de ne sélectionner que la meilleure issue d’un unique modèle.
